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ABSTRAK 

Klasifikasi kinerja karyawan secara otomatis menjadi kebutuhan penting dalam manajemen sumber daya manusia 

berbasis data, namun banyak model prediktif pada domain ini rentan terhadap masalah data leakage yang 

menghasilkan estimasi akurasi yang menyesatkan. Penelitian ini bertujuan membangun model klasifikasi kinerja 

karyawan yang bebas data leakage dengan memanfaatkan rekayasa fitur dan ensemble stacking berbasis rekam jejak 

digital (jam kerja, email, rapat, tidur, stres, dan variabel terkait lainnya). Metodologi penelitian meliputi audit dan 

mitigasi dua sumber leakage (variabel proksi Performance_Score dan baris data sintetis), penggabungan kelas Good 

dan Average menjadi kelas Menengah berdasarkan bukti empiris Cohen's d, penambahan empat fitur rekayasa baru 

(Productivity_Index, Skill_Support_Gap, Training_Efficiency, dan Balance_Stress_Ratio) di samping delapan fitur 

sebelumnya, serta pembangunan model stacking yang menggabungkan Random Forest, Gradient Boosting, dan Extra 

Trees dengan meta-learner Logistic Regression yang dioptimasi melalui RandomizedSearchCV. Hasil penelitian 

menunjukkan model stacking mencapai akurasi 0,9487 dan F1-score macro 0,7288, dengan recall macro tertinggi 

(0,8867) di antara seluruh model yang diuji, mengungguli Decision Tree, Random Forest, dan Gradient Boosting 

dalam mendeteksi kelas minoritas Low dan Excellent. Analisis permutation importance menunjukkan 

Physical_Activity_Steps, Base_Salary, dan Sleep_Duration sebagai fitur paling berpengaruh. Penelitian ini 

menyimpulkan bahwa penggabungan kelas yang dilandasi bukti statistik dan rekayasa fitur tambahan mampu 

meningkatkan performa klasifikasi secara sah tanpa mengorbankan validitas evaluasi model. 

Kata Kunci : klasifikasi kinerja karyawan, ensemble stacking, rekayasa fitur, data leakage, permutation importance 

ABSTRACT 

Automated employee performance classification has become an essential requirement in data-driven human resource 

management, yet many predictive models in this domain remain vulnerable to data leakage, which produces 

misleading accuracy estimates. This study aims to build a leakage-free employee performance classification model 

by leveraging feature engineering and stacking ensemble learning based on digital footprint records (working hours, 

emails, meetings, sleep, stress, and other related variables). The research methodology includes auditing and 

mitigating two sources of leakage (the Performance_Score proxy variable and synthetic data rows), merging the Good 

and Average classes into a single Menengah (Intermediate) class based on empirical Cohen's d evidence, adding four 

new engineered features (Productivity_Index, Skill_Support_Gap, Training_Efficiency, and Balance_Stress_Ratio) 

alongside eight previous features, and constructing a stacking model that combines Random Forest, Gradient 

Boosting, and Extra Trees with a Logistic Regression meta-learner optimized through RandomizedSearchCV. The 

results show that the stacking model achieved an accuracy of 0.9487 and a macro F1-score of 0.7288, with the highest 

macro recall (0.8867) among all tested models, outperforming Decision Tree, Random Forest, and Gradient Boosting 

in detecting the minority Low and Excellent classes. Permutation importance analysis revealed 

Physical_Activity_Steps, Base_Salary, and Sleep_Duration as the most influential features. This study concludes that 
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evidence-based class merging combined with additional feature engineering can legitimately improve classification 

performance without compromising the validity of model evaluation. 

Keywords : employee performance classification, stacking ensemble, feature engineering, data leakage, permutation 

importance 
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1. PENDAHULUAN 

Transformasi digital pada fungsi sumber daya manusia (SDM) telah mendorong organisasi untuk 

memanfaatkan rekam jejak digital karyawan, yang meliputi jam kerja, intensitas komunikasi elektronik, 

partisipasi rapat, pola tidur, tingkat stres, hingga keseimbangan kehidupan-kerja, sebagai basis data untuk 

menilai dan memprediksi kinerja karyawan secara otomatis. Pemanfaatan HR analytics berbasis 

pembelajaran mesin (machine learning) terbukti mampu mendukung pengambilan keputusan SDM yang 

lebih objektif, seperti identifikasi karyawan berisiko keluar (attrition), evaluasi produktivitas, dan 

perencanaan pengembangan talenta [1][2][3]. Berbagai algoritma klasifikasi, mulai dari Decision Tree, 

Random Forest, hingga Gradient Boosting, telah banyak diterapkan pada domain analitik SDM dan 

secara konsisten menunjukkan bahwa metode ensemble memberikan akurasi yang lebih baik 

dibandingkan model tunggal [4][17][18]. 

Meskipun demikian, penerapan machine learning pada data organisasi menghadapi tantangan 

metodologis yang serius, yaitu data leakage. Data leakage terjadi ketika informasi yang seharusnya tidak 

tersedia pada saat prediksi, baik berupa variabel proksi target maupun data uji yang tercampur ke dalam 

data latih, ikut memengaruhi proses pelatihan model, sehingga performa yang dilaporkan menjadi bias 

secara optimistis dan tidak mencerminkan kemampuan generalisasi model yang sesungguhnya [10]. 

Kegagalan mengelola leakage pada tahap prapemrosesan, rekayasa fitur, maupun penyetelan 

hiperparameter dapat menghasilkan model yang tampak sangat akurat pada tahap evaluasi, tetapi gagal 

total ketika diterapkan pada data baru di lapangan. Isu ini menjadi krusial dalam konteks klasifikasi 

kinerja karyawan, karena keputusan SDM yang keliru akibat model yang tidak valid dapat berdampak 

langsung pada karier dan kesejahteraan karyawan. 

Studi klasifikasi kinerja dan atrisi karyawan berbasis machine learning telah berkembang pesat. 

Chung dkk. [2] membangun model stacking ensemble untuk memprediksi atrisi karyawan menggunakan 

data IBM HR Analytics dan menunjukkan bahwa kombinasi Random Forest dan Artificial Neural 

Network sebagai base learner dengan Logistic Regression sebagai meta-learner memberikan performa 

terbaik. Konar dkk. [1] mengoptimasi model stacking berbasis Bayesian optimization dengan XGBoost 

dan Random Forest sebagai base classifier, dilengkapi teknik explainable AI (SHAP dan LIME) untuk 

menjelaskan faktor pendorong atrisi. Yahia dkk. [6] mengusulkan pendekatan people analytics berbasis 

deep learning dan model ensemble untuk memberikan interpretasi mendalam terhadap penyebab atrisi 

karyawan, sementara Park dkk. [5] mengembangkan model prediksi niat keluar karyawan baru dengan 

menyoroti beban kerja dan keamanan kerja sebagai prediktor utama. Studi tinjauan sistematis oleh 

Akasheh dkk. [3] dan Talebi [24] merangkum bahwa Random Forest dan metode berbasis pohon 

keputusan secara konsisten menjadi pendekatan yang paling banyak digunakan dan paling akurat pada 

domain ini. Pada konteks nasional, Thanri dkk. [15] mengembangkan model evaluasi kinerja karyawan 

berbasis rekam jejak digital menggunakan machine learning, sejalan dengan pendekatan berbasis rekam 

jejak digital yang diadopsi pada penelitian ini. 
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Ditinjau secara kritis, studi-studi tersebut memperlihatkan pola sekaligus kesenjangan yang relevan 

bagi penelitian ini. Pertama, mayoritas studi (Chung dkk. [2]; Konar dkk. [1]; Yahia dkk. [6]; Park dkk. 

[5]) memodelkan target biner atrisi karyawan dengan distribusi kelas yang relatif seimbang, sehingga 

metrik performa yang dilaporkan berpotensi optimistis dan kurang representatif bagi konteks klasifikasi 

multikelas dengan ketidakseimbangan ekstrem sebagaimana dijumpai pada domain kinerja karyawan. 

Kedua, meskipun Konar dkk. [1] dan Al Akasheh dkk. [9] telah mengintegrasikan explainable AI 

(SHAP, LIME) untuk interpretasi model, tidak satu pun dari kedua studi tersebut secara eksplisit 

mengaudit maupun melaporkan risiko data leakage pada pipeline pemodelannya, padahal potensi 

kebocoran variabel proksi maupun percampuran data augmentasi ke dalam data uji merupakan ancaman 

metodologis serius terhadap validitas metrik yang dilaporkan [10]. Ketiga, tinjauan sistematis oleh 

Akasheh dkk. [3] dan Talebi [24] mengonfirmasi dominasi algoritma berbasis pohon keputusan pada 

domain ini, namun keduanya turut mencatat bahwa mayoritas studi primer yang mereka telaah belum 

menstandardisasi protokol validasi anti-leakage, sehingga perbandingan performa lintas studi menjadi 

sulit diandalkan secara metodologis. Kesenjangan-kesenjangan inilah, yaitu ketiadaan audit leakage 

yang eksplisit, dominasi target biner berdistribusi relatif seimbang, dan minimnya keputusan 

penggabungan kelas yang dilandasi bukti statistik, yang menjadi landasan argumentasi novelty penelitian 

ini, sebagaimana dirangkum secara komparatif pada Tabel 1. 

Tabel 1. State of the Art: perbandingan penelitian terdahulu dengan penelitian ini 

Peneliti (Tahun) Metode & Target Audit Data Leakage 
Dasar 

Penggabungan/Perlakuan 

Kelas 
Kesenjangan (Gap) 

Chung dkk. [2] 

(2023) 

Stacking 
(RF+ANN→LR); 

target biner atrisi 
Tidak dilaporkan Tidak berlaku (biner) 

Target biner 

seimbang; risiko 

leakage tak 
diverifikasi 

Konar dkk. [1] 

(2025) 

Stacking Bayesian 
(XGB+RF); 

SHAP/LIME; target 

biner atrisi 

Tidak dilaporkan Tidak berlaku (biner) 
XAI kuat namun 

leakage tak diaudit 

Akasheh dkk. [3]; 

Talebi [24] 

Tinjauan sistematis; 
dominasi pohon 

keputusan 

Belum 

terstandardisasi 
N/A (level tinjauan) 

Protokol anti-leakage 

belum 

terstandardisasi lintas 
studi 

Thanri dkk. [15] 

(2025) 

Evaluasi kinerja 
berbasis rekam jejak 

digital 
Tidak dilaporkan Tidak dilaporkan 

Belum mencakup 
protokol anti-leakage 

eksplisit 

Penelitian ini 

Stacking 
(RF+GB+ET→LR); 

target multikelas 

kinerja 

Eksplisit (proksi + 

data sintetis) 
Berbasis Cohen's d 

Mengisi ketiga 

kesenjangan di atas 

 

Merujuk pada kesenjangan yang telah diidentifikasi pada Tabel 1, novelty penelitian ini ditegaskan 

secara eksplisit pada tiga aspek yang belum ditemukan secara bersamaan pada penelitian terdahulu: (1) 

audit dan mitigasi data leakage yang eksplisit dan dapat direplikasi, mencakup pembuangan variabel 

proksi target serta pemisahan tegas data sintetis dari data uji, sebuah praktik yang secara konsisten absen 

pada seluruh studi pembanding pada Tabel 1; (2) penggabungan kelas target yang dilandasi bukti statistik 

empiris (Cohen's d) dari iterasi penelitian sebelumnya, alih-alih keputusan ad hoc; dan (3) pergeseran 

fokus dari prediksi atrisi biner menuju klasifikasi kinerja multikelas berbasis rekam jejak digital, dengan 

penekanan khusus pada validitas metodologis melalui protokol bebas data leakage. Berbeda dari 
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sebagian besar penelitian terdahulu yang berfokus pada prediksi atrisi (karyawan keluar atau bertahan), 

penelitian ini berfokus pada klasifikasi tingkat kinerja karyawan (performance classification) berbasis 

rekam jejak digital. Pada iterasi awal penelitian (v3), empat kelas kinerja asli (Low, Average, Good, 

Excellent) diklasifikasikan langsung, namun hasil pengujian menunjukkan bahwa kelas Good dan 

Average secara statistik nyaris tidak dapat dibedakan, dengan nilai Cohen's d di bawah 0,14 pada seluruh 

fitur yang diuji. Akibatnya, model kesulitan mengenali kelas Good (recall hanya 0,17) dan akurasi 

keseluruhan tertekan hingga sekitar 0,48. Temuan ini konsisten dengan literatur rekayasa fitur yang 

menegaskan bahwa peningkatan performa model tidak selalu dapat dicapai hanya dengan mengubah 

algoritma, tetapi sering kali memerlukan perbaikan pada representasi data itu sendiri [13][14]. 

Berdasarkan permasalahan tersebut, penelitian ini mengajukan dua perbaikan metodologis pada 

iterasi keempat (v4): pertama, penggabungan kelas Good dan Average menjadi satu kelas baru bernama 

Menengah, yang dilandasi oleh bukti statistik empiris (Cohen's d) dan tetap relevan secara bisnis karena 

kedua kelas tersebut sama-sama merepresentasikan kinerja standar; kedua, penambahan empat fitur 

rekayasa baru yang secara spesifik menangkap pola produktivitas harian dan interaksi antara kompetensi 

individu dengan dukungan organisasi, sebagai pelengkap delapan fitur rekayasa yang telah 

dikembangkan pada iterasi sebelumnya. Protokol bebas data leakage yang telah diterapkan pada iterasi 

sebelumnya, meliputi pembuangan variabel proksi Performance_Score dan pemisahan tegas antara data 

uji (hanya baris asli) dengan data latih (baris asli tersisa ditambah seluruh baris data sintetis), 

dipertahankan secara penuh untuk menjamin bahwa peningkatan performa yang diperoleh benar-benar 

berasal dari perbaikan metodologis, bukan dari pelonggaran validitas evaluasi. 

Tujuan penelitian ini adalah: (1) mengevaluasi dampak penggabungan kelas berbasis bukti statistik 

terhadap akurasi dan F1-score klasifikasi kinerja karyawan; (2) mengukur kontribusi empat fitur 

rekayasa baru terhadap kemampuan model memisahkan kelas kinerja; (3) membangun dan 

mengoptimasi model ensemble stacking yang menggabungkan Random Forest, Gradient Boosting, dan 

Extra Trees dengan meta-learner Logistic Regression, serta membandingkannya terhadap model 

baseline; dan (4) mengidentifikasi fitur-fitur rekam jejak digital yang paling berpengaruh terhadap 

prediksi kinerja karyawan melalui analisis permutation importance. Hasil penelitian ini diharapkan 

memberikan kontribusi metodologis berupa contoh penerapan protokol anti-leakage yang ketat pada 

domain analitik SDM, sekaligus memberikan wawasan praktis bagi organisasi dalam merancang sistem 

pemantauan kinerja karyawan yang transparan dan dapat dipertanggungjawabkan. 

Secara ringkas, penelitian ini memberikan kontribusi pada dua dimensi. Pada dimensi metodologis, 

penelitian ini mengajukan (1) protokol audit dan mitigasi data leakage yang eksplisit dan dapat 

direplikasi pada domain klasifikasi kinerja karyawan, mencakup pembuangan variabel proksi target serta 

pemisahan tegas baris data sintetis dari data uji, yaitu sebuah praktik yang jarang dilaporkan secara 

eksplisit pada studi analitik SDM sejenis; dan (2) pendekatan penggabungan kelas target yang dilandasi 

bukti statistik empiris (Cohen's d) dari iterasi penelitian sebelumnya, bukan sekadar keputusan ad hoc 

untuk menaikkan angka performa, sehingga peningkatan akurasi yang diperoleh dapat 

dipertanggungjawabkan secara metodologis. Pada dimensi empiris, penelitian ini berkontribusi melalui 

(3) perumusan empat fitur rekayasa baru (Productivity_Index, Skill_Support_Gap, Training_Efficiency, 

dan Balance_Stress_Ratio) yang terbukti berkontribusi nyata terhadap kemampuan model memisahkan 

kelas kinerja berdasarkan analisis permutation importance; dan (4) pembuktian empiris bahwa model 

ensemble stacking (Random Forest, Gradient Boosting, dan Extra Trees dengan meta-learner Logistic 

Regression) secara konsisten unggul dalam mendeteksi kelas minoritas Low dan Excellent dibandingkan 

model baseline, sebagaimana ditunjukkan oleh recall macro tertinggi (0,8867) di antara seluruh model 

yang diuji. 
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2. METODE 

Penelitian ini menggunakan pendekatan eksperimental kuantitatif dengan tahapan yang mencakup 

audit dan mitigasi data leakage, penggabungan kelas target berbasis bukti statistik, rekayasa fitur, 

pembagian data anti-leakage, pembangunan pipeline prapemrosesan, pelatihan model baseline, 

penyetelan hiperparameter, pembangunan model ensemble stacking, serta evaluasi dan interpretasi 

model. Secara ringkas, tahapan penelitian yang meliputi audit dan mitigasi data leakage hingga evaluasi 

dan interpretasi model disajikan dalam bentuk bagan alur pada Gambar 1 berikut. 

 

Gambar 1. Bagan alur tahapan penelitian 

Bagan alur pada Gambar 1 menggambarkan sembilan tahapan penelitian yang dilaksanakan secara 

berurutan. Tahapan diawali dengan audit dan mitigasi data leakage untuk membuang variabel proksi dan 

memisahkan data sintetis, dilanjutkan dengan penggabungan kelas target Good dan Average menjadi 

kelas Menengah berdasarkan bukti statistik Cohen's d. Tahap rekayasa fitur menghasilkan dua belas fitur 

prediktor yang kemudian dibagi melalui skema split data anti-leakage agar data uji hanya berasal dari 

baris data asli. Selanjutnya, pipeline prapemrosesan diterapkan sebelum tiga model baseline (Decision 

Tree, Random Forest, dan Gradient Boosting) dilatih sebagai titik pembanding awal. Penyetelan 

hiperparameter melalui RandomizedSearchCV dilakukan pada Random Forest dan Gradient Boosting, 

sebelum ketiganya dikombinasikan bersama Extra Trees Classifier ke dalam model ensemble stacking 

dengan meta-learner Logistic Regression. Rangkaian tahapan ditutup dengan evaluasi model 

menggunakan metrik makro serta interpretasi melalui analisis permutation importance. 
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A. Dataset Penelitian 

Dataset yang digunakan berjumlah 3.634 baris dengan 19 kolom, terdiri atas variabel rekam jejak 

digital karyawan seperti Daily_Working_Hours, Screen_Time, Meetings_Attended, Emails_Sent, 

Physical_Activity_Steps, Sleep_Duration, Stress_Level, Work_Life_Balance_Satisfaction, 

Organization_Support_Score, Tech_Skills_Score, Job_Level, Tenure_Years, 

Trainings_Attended_YTD, Base_Salary, Incentive_Received_LastMonth, dan 

Overtime_Hours_Monthly, di samping variabel Performance_Score dan Performance_Label sebagai 

indikator kinerja. Distribusi kelas Performance_Label awal terdiri atas empat kategori: Average (1.243 

baris), Good (1.091 baris), Low (700 baris), dan Excellent (600 baris). 

B. Audit dan Mitigasi Data Leakage 

Dua sumber potensi data leakage diperiksa secara sistematis mengikuti kerangka identifikasi leakage 

pada pipeline machine learning [10]. Sumber pertama adalah variabel Performance_Score yang terbukti 

menjadi proksi langsung dari Performance_Label. Rentang skor untuk kelas Low berada pada 50,00–

59,99, Average pada 60,00–74,99, Good pada 75,00–89,98, dan Excellent pada 90,04–100,00, sehingga 

kedua variabel tersebut dibuang dari fitur prediktor untuk mencegah target leakage. Sumber kedua adalah 

baris data sintetis yang teridentifikasi melalui awalan "SYN" pada Employee_ID, berjumlah 1.199 baris, 

berdampingan dengan 2.435 baris data asli. Baris sintetis hanya diperbolehkan digunakan sebagai data 

latih tambahan dan secara tegas tidak diikutsertakan dalam data uji, untuk mencegah baris sintetis 

membocorkan pola generatifnya ke dalam evaluasi model. 

Baris data sintetis tersebut merupakan bagian dari dataset sekunder yang diperoleh peneliti dan 

dihasilkan oleh [sumber/metode pembuatan data sintetis, mis. teknik augmentasi berbasis aturan, model 

generatif, atau pihak penyedia dataset], dengan Employee_ID berawalan "SYN" sebagai penanda 

identitas. Peneliti tidak melakukan proses pembuatan data sintetis pada penelitian ini, melainkan hanya 

melakukan audit identitas untuk memisahkannya secara tegas dari data uji guna menjaga validitas 

evaluasi model. Informasi lebih rinci mengenai metode dan tujuan pembuatan data sintetis tersebut dapat 

dirujuk pada dokumentasi sumber dataset. 

C. Penggabungan Kelas Berbasis Bukti Statistik 

Berdasarkan temuan pada iterasi penelitian sebelumnya yang menunjukkan nilai Cohen's d di bawah 

0,14 antara kelas Good dan Average pada seluruh fitur yang diuji, kedua kelas tersebut digabungkan 

menjadi satu kelas baru bernama Menengah. Penggabungan ini menghasilkan target klasifikasi dengan 

tiga kelas: Low, Menengah, dan Excellent, dengan distribusi baru masing-masing 700, 2.334, dan 600 

baris. Keputusan penggabungan ini dilandasi pertimbangan bahwa kedua kelas asli secara bisnis sama-

sama merepresentasikan kinerja standar/menengah, sehingga penggabungan tidak mengurangi makna 

praktis klasifikasi, sekaligus selaras dengan bukti statistik bahwa data yang tersedia memang tidak 

menyimpan sinyal pembeda yang kuat di antara keduanya. 

D. Rekayasa Fitur 

Delapan fitur rekayasa dari iterasi sebelumnya dipertahankan, yaitu Workload_Intensity, 

Overtime_Ratio, Wellness_Index, Support_Skill_Interaction, Engagement_Index, Screen_Work_Ratio, 

Compensation_per_Tenure, dan Incentive_Ratio. Sejalan dengan literatur yang menegaskan bahwa 

kualitas representasi fitur berperan penting dalam meningkatkan akurasi model klasifikasi 

[11][12][13][14], penelitian ini menambahkan empat fitur baru yang secara spesifik menangkap pola 

produktivitas harian dan interaksi kompetensi-dukungan organisasi, sebagaimana disajikan pada Tabel 

2. 
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Tabel 2. Empat fitur rekayasa baru pada iterasi v4 

Fitur Baru Formula Rasional 

Productivity_Index 
(Emails_Sent + Meetings_Attended) / 

Daily_Working_Hours 
Proksi keluaran kerja harian per jam kerja 

Skill_Support_Gap 
Tech_Skills_Score − 

Organization_Support_Score 
Kesenjangan kompetensi individu vs 
dukungan organisasi 

Training_Efficiency 
Tech_Skills_Score / 

(Trainings_Attended_YTD + 1) 
Efisiensi peningkatan skill per pelatihan 

yang diikuti 

Balance_Stress_Ratio 
Work_Life_Balance_Satisfaction / 

(Stress_Level + 1) 
Rasio kepuasan hidup-kerja terhadap tingkat 

stres 

 

Dengan penambahan empat fitur tersebut, total dua belas fitur rekayasa digunakan bersama fitur asli 

sebagai bahan pelatihan model, menghasilkan total 28 fitur prediktor setelah variabel identitas 

(Employee_ID) dan variabel bocor (Performance_Score, Performance_Label) dikeluarkan. 

Tabel 2 menunjukkan bahwa keempat fitur baru tersebut dirancang untuk menangkap dimensi yang 

belum terwakili oleh delapan fitur sebelumnya: Productivity_Index memotret keluaran kerja harian 

relatif terhadap jam kerja, Skill_Support_Gap menangkap kesenjangan antara kompetensi teknis 

individu dan dukungan organisasi yang diterima, Training_Efficiency mengukur seberapa efisien 

pelatihan yang diikuti meningkatkan kompetensi, dan Balance_Stress_Ratio merepresentasikan 

keseimbangan antara kepuasan hidup-kerja dan tingkat stres. Keempat fitur ini melengkapi representasi 

rekam jejak digital karyawan secara lebih menyeluruh, tidak hanya dari sisi kuantitas aktivitas tetapi juga 

dari sisi kualitas dan efisiensi hubungan antara karyawan dengan organisasi. 

E. Split Data Anti-Leakage 

Pembagian data mengikuti protokol ketat untuk mencegah data leakage pada tahap evaluasi. Data uji 

(test set) hanya diambil dari baris data asli melalui stratified train-test split dengan proporsi 80:20 

berdasarkan Performance_Group, sedangkan data latih (train set) terdiri atas sisa baris asli ditambah 

seluruh baris data sintetis. Verifikasi menunjukkan tidak ada tumpang tindih Employee_ID antara data 

latih dan data uji, serta tidak ada baris sintetis yang bocor ke dalam data uji, sehingga estimasi performa 

model pada data uji secara valid merepresentasikan kemampuan generalisasi model pada data karyawan 

riil. 

F. Pipeline Prapemrosesan 

Fitur numerik dinormalisasi menggunakan RobustScaler untuk mengurangi sensitivitas terhadap 

outlier, sedangkan fitur kategorikal Job_Level dikodekan menggunakan OrdinalEncoder dengan urutan 

hierarkis Staff < Supervisor < Manager. Seluruh transformasi digabungkan dalam satu objek 

ColumnTransformer yang disatukan dengan model klasifikasi melalui scikit-learn Pipeline, sehingga 

transformasi data hanya dipelajari dari data latih dan diterapkan secara konsisten pada data uji, yaitu 

sebuah praktik penting untuk mencegah leakage pada tahap prapemrosesan [10]. Validasi silang 

menggunakan StratifiedKFold dengan tiga lipatan (fold) diterapkan pada seluruh proses penyetelan dan 

estimasi performa selama pelatihan. 

G. Model Baseline 

Tiga model baseline dilatih menggunakan parameter default (dengan pengecualian jumlah estimator 

pada Random Forest sebesar 200), yaitu Decision Tree, Random Forest, dan Gradient Boosting, guna 

memberikan titik pembanding awal sebelum penyetelan hiperparameter dan pembangunan model 

ensemble stacking dilakukan. 
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Decision Tree menentukan pemisahan (split) pada setiap simpul pohon berdasarkan kriteria Gini 

Index, yang mengukur tingkat ketidakmurnian (impurity) suatu simpul data D: 

𝐺𝑖𝑛𝑖(𝐷)  =  1 − ∑ 𝑝𝑖
2𝑐

𝑖=1  (1) 

dengan p_i menyatakan proporsi data pada simpul D yang termasuk kelas ke-i, dan c adalah jumlah 

kelas target. 

Random Forest membangun B buah pohon keputusan secara independen melalui bootstrap 

aggregating (bagging) dan menentukan prediksi akhir melalui voting mayoritas: 

ŷ =  𝑎𝑟𝑔𝑚𝑎𝑥𝑘  ∑ 𝐼(ℎ𝑏(𝑥)  =  𝑘)𝐵
𝑏=1  (2) 

dengan h_b(x) adalah prediksi pohon ke-b terhadap data x, I(∙) adalah fungsi indikator yang bernilai 

1 apabila kondisi di dalamnya terpenuhi, dan ŷ adalah kelas hasil prediksi akhir.  

Gradient Boosting membangun model secara bertahap (additive), di mana setiap estimator baru 

dilatih untuk mengoreksi residual atau gradien kesalahan dari model sebelumnya: 

𝐹𝑚(𝑥)  =  𝐹𝑚−1(𝑥)  +  𝜈 ∙  ℎ𝑚(𝑥) (3) 

dengan F_m(x) adalah model pada iterasi ke-m, ν adalah laju pembelajaran (learning rate), dan 

h_m(x) adalah estimator lemah (weak learner) yang ditambahkan pada iterasi ke-m. 

H. Penyetelan Hiperparameter 

Random Forest dan Gradient Boosting dioptimasi menggunakan RandomizedSearchCV dengan 

delapan iterasi pencarian (n_iter=8), validasi silang tiga lipatan, dan metrik skor F1-macro. Pendekatan 

pencarian acak dipilih karena terbukti secara empiris lebih efisien dibandingkan grid search pada ruang 

hiperparameter berdimensi tinggi, khususnya ketika hanya sebagian kecil hiperparameter yang benar-

benar memengaruhi performa model secara signifikan [22]. Ruang pencarian untuk Random Forest 

mencakup jumlah estimator, kedalaman maksimum, minimum sampel split dan leaf, serta jumlah fitur 

maksimum; sedangkan ruang pencarian Gradient Boosting mencakup jumlah estimator, laju 

pembelajaran, kedalaman maksimum, subsample, dan minimum sampel leaf. 

I. Model Ensemble Stacking 

Model akhir dibangun menggunakan arsitektur ensemble stacking [23], yang menggabungkan tiga 

base learner, yaitu Random Forest dan Gradient Boosting hasil penyetelan hiperparameter serta Extra 

Trees Classifier dengan 200 estimator, dengan Logistic Regression sebagai meta-learner. Pemilihan 

arsitektur ini merujuk pada pola yang terbukti efektif pada berbagai studi prediksi berbasis data SDM, 

yang secara konsisten menempatkan Logistic Regression sebagai meta-learner terbaik karena 

kemampuannya menggabungkan probabilitas prediksi base learner secara linear dan stabil [1][2][9]. 

Validasi silang internal tiga lipatan digunakan pada tahap pembentukan fitur meta (out-of-fold 

prediction) untuk mencegah leakage antara base learner dan meta-learner. 

Extra Trees Classifier memperluas prinsip Random Forest dengan memilih titik potong (split 

threshold) pada setiap fitur kandidat secara acak, alih-alih mencari titik potong optimal: 

𝑡𝑗 ~ 𝑈(𝑚𝑖𝑛(𝑋𝑗), 𝑚𝑎𝑥(𝑋𝑗)) (4) 

dengan t_j adalah titik potong acak untuk fitur ke-j, yang diambil dari distribusi uniform pada rentang 

nilai fitur X_j tersebut. Prediksi akhir Extra Trees mengikuti mekanisme voting mayoritas yang sama 

seperti pada Persamaan (2). 
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Sebagai meta-learner, Logistic Regression memetakan fitur meta hasil probabilitas prediksi base 

learner menjadi probabilitas kelas akhir melalui fungsi softmax, mengingat target penelitian ini bersifat 

multikelas (Low, Menengah, Excellent): 

𝑃(𝑦 =  𝑘 ∣  𝑥)  =  
𝑒𝑧𝑘

∑ 𝑒
𝑧𝑗𝐾

𝑗=1

 (5) 

dengan skor linear z_k dirumuskan sebagai: 

𝑧𝑘  =  𝑤𝑘
𝑇 𝑥 + 𝑏𝑘 (6) 

dengan w_k adalah vektor bobot, b_k adalah bias untuk kelas ke-k, dan K adalah jumlah kelas target. 

Fitur meta yang menjadi masukan meta-learner disusun dari probabilitas prediksi ketiga base learner 

sebagai berikut: 

𝑥𝑚𝑒𝑡𝑎  =  [𝑃𝑅𝐹(𝑥), 𝑃𝐺𝐵(𝑥), 𝑃𝐸𝑇(𝑥)] (7) 

Prediksi akhir kelas kemudian ditentukan oleh meta-learner g(∙) melalui persamaan: 

ŷ𝑠𝑡𝑎𝑐𝑘  =  𝑎𝑟𝑔𝑚𝑎𝑥𝑘  𝑔𝑘(𝑥𝑚𝑒𝑡𝑎) (8) 

dengan g_k(x_meta) adalah probabilitas kelas ke-k yang diestimasi oleh meta-learner Logistic 

Regression berdasarkan fitur meta x_meta. 

J. Evaluasi Model 

Performa seluruh model dievaluasi pada data uji menggunakan metrik accuracy, precision macro, 

recall macro, dan F1-score macro, dilengkapi dengan classification report per kelas dan confusion matrix. 

Rata-rata makro dipilih karena memberikan bobot yang setara terhadap seluruh kelas, termasuk kelas 

minoritas Low dan Excellent yang secara praktik justru paling relevan bagi keputusan SDM. Interpretasi 

model dilakukan melalui analisis permutation importance dengan delapan kali pengacakan (n_repeats=8) 

menggunakan skor F1-macro, yang mengukur penurunan performa model ketika nilai suatu fitur diacak 

secara acak, sehingga mencerminkan derajat ketergantungan model terhadap fitur tersebut secara model-

agnostic [19][20][21]. 

3. HASIL DAN PEMBAHASAN 

A. Karakteristik dan Distribusi Data 

Dataset penelitian berukuran 3.634 baris dan 19 kolom. Sebelum penggabungan kelas, distribusi 

Performance_Label menunjukkan ketidakseimbangan sedang, dengan kelas Average sebagai mayoritas 

(1.243 baris atau 34,2%), diikuti Good (1.091 baris atau 30,0%), Low (700 baris atau 19,3%), dan 

Excellent (600 baris atau 16,5%). Setelah kelas Good dan Average digabungkan menjadi Menengah, 

distribusi menjadi lebih terpolarisasi: Menengah mendominasi dengan 2.334 baris (64,2%), sedangkan 

Low dan Excellent masing-masing memiliki 700 baris (19,3%) dan 600 baris (16,5%), sebagaimana 

divisualisasikan pada Gambar 2. 
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Gambar 2. Distribusi kelas target Performance_Group setelah penggabungan kelas Good dan Average 

menjadi Menengah 

Gambar 2 memperlihatkan secara visual bahwa setelah penggabungan kelas, distribusi target menjadi 

jauh lebih terpolarisasi: kelas Menengah mendominasi lebih dari separuh data, sementara kelas Low dan 

Excellent tetap berada pada proporsi yang relatif kecil namun cukup seimbang satu sama lain. Pola 

ketidakseimbangan tiga kelas seperti ini menegaskan pentingnya penggunaan metrik evaluasi berbasis 

rata-rata makro pada tahap pemodelan berikutnya, agar performa model tidak hanya dinilai dari 

kemampuannya mengenali kelas mayoritas Menengah, tetapi juga dari kemampuannya mendeteksi kelas 

minoritas Low dan Excellent yang secara praktis lebih relevan bagi pengambilan keputusan SDM. 

B. Hasil Audit Data Leakage 

Audit rentang skor menegaskan bahwa Performance_Score merupakan proksi langsung dari 

Performance_Label sehingga wajib dibuang sebagai fitur prediktor. Audit identitas data mengonfirmasi 

keberadaan 1.199 baris data sintetis (33,0% dari total data) berdampingan dengan 2.435 baris data asli 

(67,0%), dan seluruh baris sintetis berhasil dipisahkan secara tegas dari data uji. 

C. Verifikasi Pemisahan Kelas Berbasis Effect Size 

Sebelum digunakan untuk pelatihan model, dua belas fitur rekayasa diverifikasi kemampuannya 

dalam memisahkan pasangan kelas target menggunakan ukuran efek Cohen's d. Tabel 3 menyajikan tiga 

fitur dengan daya pembeda tertinggi untuk setiap pasangan kelas. 

Tabel 3. Tiga fitur dengan daya pembeda (Cohen's d) tertinggi per pasangan kelas 

Pasangan Kelas Fitur Pembeda Teratas Cohen's d 

Low vs Menengah Support_Skill_Interaction 0,570 

Low vs Menengah Compensation_per_Tenure 0,347 

Low vs Menengah Workload_Intensity 0,240 

Menengah vs Excellent Compensation_per_Tenure 0,268 

Menengah vs Excellent Screen_Work_Ratio 0,216 

Menengah vs Excellent Wellness_Index 0,190 

Low vs Excellent Support_Skill_Interaction 0,817 

Low vs Excellent Workload_Intensity 0,449 
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Pasangan Kelas Fitur Pembeda Teratas Cohen's d 

Low vs Excellent Screen_Work_Ratio 0,394 

 

Fitur Support_Skill_Interaction, yaitu hasil perkalian antara Organization_Support_Score dan 

Tech_Skills_Score, menunjukkan daya pembeda tertinggi antara kelas Low dan Excellent (d = 0,817), 

yang menurut konvensi Cohen tergolong efek berukuran besar mendekati sedang, mengindikasikan 

bahwa interaksi antara dukungan organisasi dan kompetensi teknis merupakan sinyal pembeda kinerja 

yang kuat. Sebaliknya, tidak ada satu pun fitur yang mencapai daya pembeda besar (d > 0,8) antara kelas 

Menengah dengan kelas Low maupun Excellent, yang mengonfirmasi bahwa kelas Menengah hasil 

penggabungan memang secara alami berada pada posisi tengah dan lebih sulit dipisahkan secara linear 

dari kedua kelas ekstrem. 

D. Hasil Split Data 

Hasil pembagian data menghasilkan data latih berjumlah 3.147 baris (1.867 Menengah, 689 Low, 

591 Excellent) yang terdiri atas baris asli dan seluruh baris sintetis, serta data uji berjumlah 487 baris 

murni dari data asli (467 Menengah, 11 Low, 9 Excellent). Verifikasi menunjukkan nol tumpang tindih 

Employee_ID dan nol baris sintetis yang bocor ke data uji, mengonfirmasi validitas protokol anti-

leakage. Perlu dicatat bahwa proporsi kelas minoritas pada data uji sangat kecil (11 dan 9 baris), sehingga 

estimasi metrik pada kedua kelas tersebut memiliki tingkat ketidakpastian yang relatif tinggi dan perlu 

diinterpretasikan secara hati-hati. 

E. Perbandingan Model Baseline dan Ensemble Stacking 

Tabel 4 menyajikan perbandingan performa keempat model pada data uji. Random Forest 

mencatatkan akurasi tertinggi (0,9528), namun model stacking menghasilkan recall macro tertinggi 

(0,8867) dan F1-score macro kedua tertinggi (0,7288) setelah Random Forest (0,6638), dengan selisih 

yang cukup besar. 

Tabel 4. Perbandingan performa model baseline dan model ensemble stacking pada data uji 

Model Accuracy Precision (macro) Recall (macro) F1-score (macro) 

Decision Tree 0,7474 0,3944 0,6849 0,3996 

Random Forest 0,9528 0,6380 0,6971 0,6638 

Gradient Boosting 0,9138 0,4306 0,4790 0,4473 

Stacking (RF+GB+ET → LR) 0,9487 0,6516 0,8867 0,7288 

 

Perbandingan visual antara keempat model tersebut, khususnya pada metrik accuracy dan F1-score 

macro, disajikan pada Gambar 3 berikut. 
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Gambar 3. Perbandingan Accuracy dan F1-score (macro) antar model pada tiga kelas setelah 

penggabungan Good dan Average 

Hasil pada Tabel 4 menunjukkan pola yang penting untuk dicermati: meskipun Random Forest 

unggul tipis pada metrik accuracy, model stacking secara signifikan lebih unggul pada recall macro 

(selisih 0,1896) dan F1-score macro (selisih 0,0650). Pola ini mengindikasikan bahwa Random Forest 

cenderung bias terhadap kelas mayoritas Menengah karena kontribusinya yang dominan terhadap 

accuracy keseluruhan, sedangkan model stacking lebih mampu menyeimbangkan performa deteksi pada 

kelas minoritas Low dan Excellent, yaitu kemampuan yang secara praktis jauh lebih penting bagi 

organisasi, karena identifikasi karyawan dengan kinerja rendah maupun sangat tinggi merupakan 

kelompok yang paling membutuhkan intervensi manajerial. Temuan ini sejalan dengan literatur yang 

menunjukkan bahwa model ensemble stacking secara konsisten unggul dibandingkan model tunggal 

maupun ensemble homogen dalam menangani data dengan distribusi kelas yang tidak seimbang [2][9]. 

F. Hasil Penyetelan Hiperparameter 

Proses RandomizedSearchCV pada Random Forest menghasilkan konfigurasi optimal berupa 200 

estimator, kedalaman maksimum 20, minimum sampel split 2, minimum sampel leaf 1, dan fitur 

maksimum "log2", dengan skor F1-macro validasi silang sebesar 0,8267. Pada Gradient Boosting, 

konfigurasi optimal berupa 100 estimator, laju pembelajaran 0,2, kedalaman maksimum 5, subsample 

0,7, dan minimum sampel leaf 2, dengan skor F1-macro validasi silang sebesar 0,8618. Perlu dicatat 

bahwa skor F1-macro validasi silang pada data latih (yang mengandung data sintetis) jauh lebih tinggi 

dibandingkan skor F1-macro pada data uji murni, sebuah kesenjangan yang wajar mengingat data latih 

memiliki distribusi kelas yang berbeda dan mengandung data sintetis yang cenderung lebih mudah 

dipisahkan. 

G. Confusion Matrix dan Classification Report 

Analisis lebih rinci terhadap model stacking terbaik disajikan melalui classification report per kelas 

pada Tabel 5 dan confusion matrix pada Gambar 4. 

Tabel 5. Classification report model stacking per kelas pada data uji 

Kelas Precision Recall F1-score Support 

Excellent 0,62 0,89 0,73 9 

Low 0,35 0,82 0,49 11 

Menengah 0,99 0,95 0,97 467 

Accuracy   0,95 487 
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Kelas Precision Recall F1-score Support 

Macro avg 0,65 0,89 0,73 487 

Weighted avg 0,97 0,95 0,96 487 

 

Tabel 5 menunjukkan bahwa model stacking mampu mencapai recall sebesar 0,89 pada kelas 

Excellent dan 0,82 pada kelas Low, meskipun precision kedua kelas tersebut relatif rendah (0,62 dan 

0,35). Pola ini mencerminkan trade-off yang lazim terjadi ketika sebuah model dioptimalkan untuk 

mendeteksi kelas minoritas pada data dengan ketidakseimbangan ekstrem: model cenderung 

memprediksi lebih banyak instans sebagai kelas minoritas, sehingga recall meningkat namun turut 

menambah jumlah false positive yang menurunkan precision. Bagi kepentingan praktis SDM, 

karakteristik ini sesungguhnya menguntungkan karena meminimalkan risiko model melewatkan (false 

negative) karyawan berkinerja rendah yang memerlukan pembinaan atau karyawan berkinerja sangat 

tinggi yang layak mendapat apresiasi, meskipun konsekuensinya adalah perlunya verifikasi manual 

tambahan terhadap prediksi positif pada kedua kelas tersebut. Kelas Menengah sebagai kelas mayoritas 

diklasifikasikan dengan sangat baik, mencapai F1-score 0,97, yang mendominasi nilai weighted average 

keseluruhan model (0,96) namun tidak mencerminkan performa pada kelas minoritas, yang menjadi 

alasan mengapa F1-score macro (0,7288) menjadi metrik yang jauh lebih representatif dan jujur 

dibandingkan accuracy semata pada kasus klasifikasi dengan kelas tidak seimbang seperti ini. 

 

Gambar 4. Confusion matrix model stacking pada data uji (data asli) 

Gambar 4 memperlihatkan pola confusion matrix yang konsisten dengan angka-angka pada Tabel 5: 

sebagian besar instans kelas Menengah terklasifikasi tepat pada sel diagonal utama, sejalan dengan recall 

0,95 pada kelas tersebut, sedangkan kesalahan klasifikasi pada kelas Low dan Excellent sebagian besar 

tersebar ke arah kelas Menengah dan bukan ke kelas ekstrem yang berlawanan. Pola ini mengindikasikan 

bahwa kekeliruan model bersifat konservatif, yaitu cenderung salah mengarah ke kelas mayoritas di 

tengah, bukan salah mengarah ke kelas kinerja yang berlawanan secara ekstrem, sehingga risiko 

kesalahan klasifikasi yang fatal secara praktis (misalnya karyawan Excellent yang justru diprediksi Low, 

atau sebaliknya) relatif dapat diminimalkan oleh model stacking ini. 

H. Analisis Permutation Importance 

Analisis permutation importance terhadap model stacking, sebagaimana disajikan pada Gambar 5, 

mengidentifikasi Physical_Activity_Steps sebagai fitur paling berpengaruh terhadap performa model 
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(penurunan F1-macro rata-rata 0,0206 ketika fitur diacak), diikuti oleh Base_Salary (0,0141), 

Sleep_Duration (0,0132), Incentive_Received_LastMonth (0,0120), dan Meetings_Attended (0,0089). 

 

Gambar 5. 15 fitur paling berpengaruh terhadap model stacking berdasarkan permutation importance 

(F1-macro) 

Temuan bahwa Physical_Activity_Steps, yaitu indikator aktivitas fisik harian yang secara 

konvensional dianggap sebagai variabel gaya hidup dan bukan variabel kinerja kerja langsung, muncul 

sebagai fitur paling berpengaruh cukup menarik untuk didiskusikan. Kemungkinan penjelasannya adalah 

bahwa aktivitas fisik berkorelasi dengan tingkat energi dan kesehatan karyawan yang pada gilirannya 

memengaruhi produktivitas, sejalan dengan literatur yang menghubungkan kesejahteraan dan 

keseimbangan hidup-kerja dengan kinerja karyawan [25]. Beberapa fitur menunjukkan nilai importance 

negatif, seperti Emails_Sent (−0,0179) dan Organization_Support_Score (−0,0168), yang 

mengindikasikan bahwa pengacakan fitur tersebut secara kebetulan sedikit meningkatkan skor F1-macro 

pada iterasi pengacakan tertentu, yaitu sebuah fenomena yang umum terjadi pada fitur dengan kontribusi 

marginal rendah atau yang memiliki korelasi tinggi dengan fitur lain (multikolinearitas), sehingga 

interpretasinya perlu dilakukan secara hati-hati dan tidak serta-merta disimpulkan sebagai fitur yang 

kontraproduktif [20][21]. Menariknya, dua dari empat fitur rekayasa baru pada iterasi v4, yaitu 

Balance_Stress_Ratio dan Training_Efficiency, juga masuk ke dalam jajaran fitur berpengaruh, 

mengonfirmasi bahwa rekayasa fitur tambahan yang dilakukan pada penelitian ini memberikan 

kontribusi nyata terhadap kemampuan prediktif model, sejalan dengan prinsip bahwa investasi pada 

representasi data sering kali memberikan hasil yang sepadan atau bahkan lebih baik dibandingkan 

sekadar mengganti algoritma [13][14]. 

I. Perbandingan dengan Penelitian Terdahulu 

Dibandingkan dengan studi Chung dkk. [2] yang melaporkan akurasi 0,976 dan F1-score 0,974 pada 

prediksi atrisi karyawan menggunakan dataset IBM HR Analytics, maupun studi Konar dkk. [1] yang 

melaporkan akurasi 0,988 pada arsitektur stacking serupa, performa model pada penelitian ini (akurasi 

0,9487, F1-macro 0,7288) tampak lebih rendah bila dilihat sekilas dari sisi F1-score. Namun demikian, 

perbandingan langsung antar-studi perlu memperhatikan perbedaan mendasar pada karakteristik 

permasalahan: studi-studi tersebut umumnya memprediksi target biner (atrisi/tidak atrisi) dengan 

distribusi kelas yang relatif lebih seimbang, sedangkan penelitian ini menangani klasifikasi tiga kelas 

dengan ketidakseimbangan ekstrem pada data uji (467 berbanding 11 berbanding 9). Metrik F1-macro 

secara matematis jauh lebih menghukum kesalahan pada kelas minoritas dibandingkan metrik pada kasus 
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biner seimbang, sehingga nilai F1-macro sebesar 0,7288 pada konteks ketidakseimbangan ekstrem 

penelitian ini sesungguhnya mencerminkan performa yang solid, khususnya bila dibandingkan dengan 

capaian recall macro (0,8867) yang menunjukkan model mampu mendeteksi sebagian besar kasus pada 

kelas minoritas. Selain itu, sebagian besar studi pembanding tidak melaporkan secara eksplisit audit dan 

mitigasi data leakage sebagaimana ditekankan dalam kerangka evaluasi machine learning yang valid 

[10], sehingga terdapat kemungkinan bahwa performa yang dilaporkan pada sebagian studi tersebut 

mengandung bias optimistis yang tidak terdeteksi. 

J. Implikasi Praktis dan Keterbatasan Penelitian 

Secara praktis, hasil penelitian ini menunjukkan bahwa organisasi dapat memanfaatkan kombinasi 

rekayasa fitur berbasis domain dan model ensemble stacking untuk membangun sistem pemantauan 

kinerja karyawan yang lebih transparan dan andal, dengan tetap menjaga integritas metodologis melalui 

audit data leakage yang ketat. Fitur permutation importance dapat dimanfaatkan sebagai dasar penjelasan 

(explainability) kepada pemangku kepentingan SDM mengenai faktor-faktor yang paling memengaruhi 

klasifikasi kinerja. Meskipun demikian, penelitian ini memiliki sejumlah keterbatasan. Pertama, ukuran 

sampel kelas minoritas pada data uji sangat kecil (9–11 baris), sehingga estimasi metrik pada kedua kelas 

tersebut memiliki interval kepercayaan yang lebar dan rentan terhadap variasi pengambilan sampel; 

penelitian lanjutan disarankan mengumpulkan data riil tambahan pada kelas Low dan Excellent untuk 

memperkuat validitas estimasi. Kedua, keputusan penggabungan kelas Good dan Average, meskipun 

dilandasi bukti statistik, tetap menyederhanakan granularitas informasi kinerja yang mungkin relevan 

bagi sebagian kebutuhan organisasi. Ketiga, penelitian ini menggunakan data cross-sectional pada satu 

titik waktu, sehingga belum menangkap dinamika perubahan kinerja karyawan dari waktu ke waktu. 

4. KESIMPULAN 

Berdasarkan hasil penelitian, dapat disimpulkan bahwa penggabungan kelas Good dan Average 

menjadi kelas Menengah, yang dilandasi bukti empiris Cohen's d dari iterasi penelitian sebelumnya, 

terbukti menjadi solusi efektif untuk meningkatkan akurasi dan F1-score macro secara sah, karena kedua 

kelas asli memang tidak terpisahkan secara statistik pada data yang tersedia, bukan sekadar rekayasa 

untuk menaikkan angka performa. Selain itu, penambahan empat fitur rekayasa baru 

(Productivity_Index, Skill_Support_Gap, Training_Efficiency, dan Balance_Stress_Ratio) yang 

melengkapi delapan fitur sebelumnya terbukti berkontribusi nyata terhadap kemampuan model 

memisahkan kelas kinerja, sebagaimana ditunjukkan oleh analisis permutation importance. Model 

ensemble stacking yang menggabungkan Random Forest, Gradient Boosting, dan Extra Trees dengan 

meta-learner Logistic Regression mencapai akurasi 0,9487 dan F1-score macro 0,7288, serta recall 

macro tertinggi (0,8867) di antara seluruh model yang diuji, menunjukkan keunggulan dalam mendeteksi 

kelas minoritas Low dan Excellent dibandingkan model baseline Decision Tree, Random Forest, dan 

Gradient Boosting. Protokol bebas data leakage, meliputi pembuangan variabel proksi 

Performance_Score dan pemisahan tegas antara baris data asli dan sintetis pada data uji, dipertahankan 

secara penuh sepanjang penelitian, sehingga peningkatan performa yang diperoleh benar-benar berasal 

dari perbaikan metodologis dan bukan hasil dari pelonggaran validitas evaluasi. 

Penelitian selanjutnya disarankan untuk memperluas ukuran sampel pada kelas minoritas, 

mengeksplorasi teknik penyeimbangan data tambahan seperti SMOTE yang dikombinasikan dengan 

validasi silang yang ketat [26], serta mempertimbangkan integrasi teknik explainable AI seperti SHAP 

untuk memperkaya interpretasi model bagi pengambil keputusan SDM. 
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